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RESUMEN 
Con un crecimiento explosivo en datos no estructurados y 
estructurados, las organizaciones buscan formas de innovar 
a través del análisis y de la ciencia de datos; la disponibilidad 
de Big Data permite a las organizaciones de todas las 
industrias aprovechar el análisis de datos. Por tanto, el 
objetivo de este artículo es realizar una revisión del estado 
del arte referente a la ciencia de datos. Se realizó un estudio 
inicial para determinar los temas y términos más 
representativos en el campo de la ciencia de datos y se 
utilizaron los métodos de investigación analítico-sintético e 
histórico-lógico para examinar los elementos 
fundamentales y característicos de la ciencia de datos y los 
científicos de datos; y para determinar los diferentes 
procesos, soluciones, herramientas y la evolución de estas 
en el transcurso del tiempo. Las principales conclusiones 
arribadas se encuentran: la amplia aplicación de la ciencia 
de datos, trae como consigo que existan muchas soluciones 
diferentes, estrechamente relacionados con el área de 
aplicación y las características del problema; propiciado por 
Big Data en la mayoría de las ocasiones se utiliza el 
aprendizaje automático para resolver los problemas; las 
técnicas más utilizados son los siguientes: regresión lineal, 
k-Nearest Neighbors (k-NN), k-means, regresión logística, 
redes bayesianas, máquina de soporte vectorial y redes 
neuronales. 
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ABSTRACT 
Data science: a review of the state of the art. With an 
explosive growth in unstructured and structured data, 
organizations look for ways to innovate through analysis 
and data science; The availability of Big Data allows 
organizations of all industries to take advantage of data 
analysis. Therefore, the objective of this article is to perform 
a review of the state of the art regarding data science. An 
initial study was carried out to determine the most 
representative topics and terms in the field of data science 
and analytical-synthetic and historical-logical research 
methods were used to examine the fundamental and 
characteristic elements of data science and scientists. of 
data; and to determine the different processes, solutions, 
tools and the evolution of these in the course of time. The 
main conclusions reached are: the wide application of data 
science, brings with it the existence of many different 
solutions, closely related to the area of application and the 
characteristics of the problem; propitiated by Big Data in 
most of the occasions the automatic learning is used to 
solve the problems; The most used techniques are the 
following: linear regression, k-Nearest Neighbors (k-NN), k-
means, logistic regression, Bayesian networks, vector 
support machine and neural networks. 
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INTRODUCCIÓN 

El avance de las Tecnologías de la Información y las Comunicaciones (TIC), ha elevado la cantidad de información 
almacenada a partir de las diferentes áreas de la vida común. En muchos casos, la ciencia se está quedando atrás 
del mundo comercial en cuanto a la capacidad de inferir el significado de los datos y tomar medidas basadas en ese 
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significado (Hey, 2012). Durante años, le empresa Gartner1 ha informado las tendencias de investigación de las 
tecnologías de la información. En el octubre del 2017, se celebró el Gartner Symposium/ITxpo 2017: innovation and 
disruption, en esta ocasión se dieron a conocer las 10 principales tendencias tecnológicas estratégicas para 2018; la 
inteligencia artificial, las aplicaciones y el análisis inteligente estaban entre ellas. Con respecto a estos temas David 
W. Cearley, vicepresidente de la compañía, expresó: “En los próximos años, cada aplicación, aplicación y servicio 
incorporará inteligencia artificial en algún nivel… se ha convertido en el próximo gran campo de batalla en una amplia 
gama de mercados de software y servicios...para agregar de datos valor comercial en nuevas versiones en forma de 
análisis avanzados, procesos inteligentes y experiencias de usuario avanzadas". Con un crecimiento explosivo de los 
datos no estructurados y estructurados, las organizaciones buscan formas de innovar a través del análisis y de la 
ciencia de datos (Blei and Smyth, 2017). 

La ciencia de los datos a comenzado una nueva era; (Hey, 2012) en el libro The Fourth Paradigm – Data-Intensive 
Scientific Discovery lo define como el cuarto paradigma debido a la alta aplicabilidad en la solución de problemas. 
Existe un creciente interés en las organizaciones por extraer información y producir conocimiento a partir de la 
cantidad masiva de datos creados diariamente (Fayyad et al., 2017). La disponibilidad de Big Data permite a las 
organizaciones de todas las industrias aprovechar el análisis de datos, con el fin de extraer conocimiento procesable 
que pueden utilizarse para la toma de decisiones y predicciones comerciales sólidas (Molina-Solana et al., 2017). Al 
utilizar Big Data, el análisis empresarial abre el potencial predictivo del análisis de datos para mejorar la gestión 
estratégica, la eficiencia operativa y el rendimiento financiero (Newman et al., 2016). Pero no es solo la masividad 
lo que hace que todos estos datos nuevos sean interesantes o plantee desafíos (Van der Aalst, 2016), son datos en 
sí, y su comportamiento en tiempo real (Rupp et al., 2017), los convierten en componentes básicos en la búsqueda 
de conocimiento. Una característica importante de los datos es la alta diversidad con la que cuentan. Estos pueden 
ser desde los tradicionales: numérico, categórico o binario hasta más complejos como los son: texto (correos 
electrónicos, tweets, artículos científicos, comentarios), registros (datos a nivel de usuario, datos de eventos con 
marcas de tiempo, logs), datos de ubicación geográfica, red, sensores o imágenes. 

Por tanto, los principales desafíos científicos que dan paso al surgimiento la ciencia de los datos, están dados por la 
necesidad de analizar datos diversos, incompletos y desordenados; conjuntos de datos muy grandes, que cambian 
en el tiempo (Kormos et al., 2017); y la necesidad de encontrar hallazgos que impulsen decisiones sobre operaciones 
y productos en las organizaciones. Hoy, la ciencia de datos está entrando en una nueva era, donde la tecnología de 
la información ahora es capaz de soportar negocios basados en datos, en tiempo real (Norbert et al., 2017) con el 
fin de facilitar decisiones informadas basadas en evidencia científica confiable para proporcionar herramientas a los 
responsables de las políticas y las decisiones (Dalkir and Beaulieu, 2017). 

En Internet, los sistemas de recomendación de productos en Amazon, amigos en Facebook, de películas en Netflix, 
música en Spotify y más; los análisis de comportamientos en el medio ambiente (Rupp et al., 2017), migraciones 
(Knudson et al., 2016), bioinformáticos (Baxevanis and Ouellette, 2004) y muchas otras aplicaciones en las diversas 
áreas son ejemplos de la aplicación de la ciencia de datos. Influyendo en todos los sectores de la industria y la 
academia, desde las empresas hasta la educación y la atención médica, desde el sector científico hasta el gobierno, 
y está revolucionando estas industrias a medida que continúa creciendo en importancia. 

La amplia aplicación de la ciencia de datos, trae como consigo que existan muchas soluciones diferentes, 
estrechamente relacionados con el área de aplicación y las características del problema. Por tanto, el objetivo de 
este artículo es realizar una revisión del estado del arte referente a la ciencia de datos. La estructura del artículo será 
la siguiente: se describe los fundamentos, características y el proceso de la ciencia de datos; ¿Qué es un científico 
de datos?, ¿Cuáles son sus competencias? y cuáles son las principales soluciones y herramientas relacionadas a este 
tema. Por último, se realizará una discusión para llegar a conclusiones sobre los elementos estudiados relacionados 
con la ciencia de datos. 

                                                           

1 Gartner Inc. es una empresa consultora y de investigación de las tecnologías de la información con sede en 

Stamford, Connecticut, Estados Unidos. 
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METODOLOGÍA COMPUTACIONAL 

Se realizó un análisis inicial para determinar los temas y términos más representativos en el campo de la ciencia de 
datos. Los métodos de investigación empleados son el analítico-sintético e histórico-lógico; el método analítico-
sintético se empleó para examinar los elementos fundamentales y característicos de la ciencia de datos y los 
científicos de datos; y el método histórico-lógico se utilizó para determinar los diferentes procesos, soluciones, 
herramientas y la evolución de estas en el tiempo. 

Se revisaron un total de 225 trabajos sobre la ciencia de datos, provenientes de revistas como: Data Science Journal, 
Expert Systems with Applications, Future Generation Computer Systems, Journal of Machine Learning Research, 
Journal of Systems and Software, Neurocomputing, Revista Cubana de Ciencias Informáticas, etc... También se 
revisaron 41 eventos como: Proceedings of the 23rd ACM SIGKDD International Conference on Knowledge Discovery 
and Data Mining, 1st Europe Summer School: Data Science, Proceedings of the 2014 Conference on Designing 
Interactive Systems, Proceedings of the 11th EAI International Conference on Pervasive Computing Technologies for 
Healthcare, etc... También de revisaron 17 tesis de posgrado y 81 libros o secciones de libros. Entre los libros 
sobresalientes de este tema según google scholar se encuentran: Doing Data Science: Straight Talk from the 
Frontline con 223 citas, Process Mining: Data Science in Action con 210 citas, Data Science for Business: What you 
need to know about data mining and data-analytic thinking con 343 citas. En la revisión se tuvo en cuenta la fecha 
de publicación de los mismos y su tipo. En la figura 1 se observa la relación tipo de documento-fecha de publicación 
que se tuvo en cuenta en el análisis. 

Ciencia de datos. Definiciones. 

El término ciencia de datos se acuñó a principios del siglo XXI; se le atribuye a (Cleveland, 2001), donde lo define 
como una continuación de algunos campos de análisis de datos como la estadística, pone la nueva disciplina 
propuesta en el contexto de la informática y el trabajo contemporáneo en la minería de datos (Cleveland, 2001). 
También en ese mismo año (Breiman and others, 2001), planteó “Si nuestro objetivo como campo es utilizar datos 
para resolver problemas, entonces debemos alejarnos de la dependencia exclusiva de los modelos de datos y adoptar 
un conjunto de herramientas más diverso". 

Según (Hazen et al., 2014) se define como campo emergente de la ciencia de datos combina, ciencias de la 
computación, estadística, matemática, y la experiencia ciencia del comportamiento para provocar puntos de vista 
de datos de la empresa. Otro elemento agregado posteriormente es su relación con la minería de datos (Provost 
and Fawcett, 2013), la minería de procesos (Van der Aalst, 2016) y el aprendizaje automático (Chojnacki et al., 2017). 
En la figura 2 se muestra la evolución de los diferentes elementos que conforman la ciencia de datos. 

Figura 1. Revisión bibliográfica. Tipo de documento-fecha de publicación. 
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Varias son las técnicas y teorías dentro de las áreas de matemáticas, estadística e informática empleadas en la ciencia 
de datos (Schutt and O’Neil, 2013), además, agrega conocimiento de dominio no especificado propio del área de 
aplicación de la solución. En realidad, esto implica una amplia gama de disciplinas, una por campo de dominio 
(Ayankoya et al., 2014). En la figura 3 se muestra el diagrama de Venn, que ilustra la relación de las diferentes 
disciplinas con la ciencia de datos; informática/ciencias de la computación, matemáticas y estadística, y dominio 
específico del negocio. 

De cada una de estas disciplinas son necesarias varias teorías y técnicas para la construcción de las soluciones (Blei 

and Smyth, 2017): 

 Estadística: modelado estadístico, diseño experimental, muestreo, agrupamiento, reducción de datos, 
intervalos de confianza, pruebas, modelado, modelado predictivo. 

 Matemáticas: investigación de operaciones, negocio analítico (gestión de inventario y previsión, optimización 
de precios, cadena de suministro, control de calidad, optimización de rendimiento). 

 Análisis de datos: dominio de tecnologías y herramientas emergentes, optimización y arquitectura de bases de 
datos/memoria/ archivos, API, optimización de flujos de datos, computación paralela. 

 

Figura 3. Disciplinas que componen la Ciencia de datos. (Tomado de (Ayankoya et al., 2014))  

 

Figura 2. Evolución de la Ciencia de datos. 
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 Informática: algoritmos, computación, complejidad, optimización. 

 Negocios, optimización de infraestructuras, ciencias de decisión (diseño de tableros, selección y definiciones de 
métricas)  

Otro elemento importante abordado en la figura 3 es el dominio de aplicación, a diferencia de las otras disciplinas 
estas pueden ser muy variadas de un problema a otro (Kempler and Mathews, 2017). Sin embargo, según 
(Schoenherr and Speier-Pero, 2015) las habilidades comunicativas juegan un papel definitivo con el fin de mejorar 
esta área. Después de analizar las diferentes definiciones estudiadas y las disciplinas que involucra, se propone la 
siguiente definición: la ciencia de datos es el campo interdisciplinario con bases en informática, estadística y 
matemáticas, que se ocupa de la teoría, la práctica y la comunicación de los resultados con el fin de extraer 
conocimiento relevante de los datos (elaboración propia). Este nuevo campo implica nuevos especialistas, con 
habilidades muy variadas, las personas que se dedican a la ciencia de datos se les conoce como científico de datos. 

Científico de datos 

Los científicos de datos son los encargados de hacer frente a los grandes proyectos de la ciencia de datos en todos 
los niveles (Hey, 2012). Deben poseer habilidades en las disciplinas relacionas con la ciencia de datos (Schutt and 
O’Neil, 2013). Tiene que ser capaz de estudiar las diversas fuentes de información disponibles en una organización; 
extraer datos a partir de diversos formatos (Blei and Smyth, 2017); depurarlos, analizarlos, idear y desarrollar 
algoritmos; realizar inferencias, preparar y comunicar los resultados de dichos análisis y transmitir conclusiones que 
ayude a tomar mejores decisiones (Cao, 2017). 

Las actividades que realiza dependen del ámbito en el cual se desempeñe: académico o industrial (Schuff, 2018). Un 
científico de datos académicos es un científico entrenado en cualquier área del conocimiento, desde las ciencias 
sociales hasta la biología; trabaja con grandes cantidades de datos (Schutt and O’Neil, 2013) y debe lidiar con 
problemas computacionales complejos planteados por la estructura, tamaño, desorden, la complejidad y naturaleza 
de los datos (Van der Aalst, 2016), mientras que simultáneamente resuelven un problema del mundo real. Un 
científico jefe de datos, en el ámbito industrial, debe establecer la estrategia de datos de la empresa (Schutt and 
O’Neil, 2013); administración del equipo de ingenieros, científicos y analistas; debe comunicar a los líderes los 
resultados del producto (Dhar, 2013); patentar soluciones innovadoras y establecer objetivos de investigación 
(Ayankoya et al., 2014); así como, configuración de la ingeniería y la infraestructura para recopilar datos, su uso en 
la toma de decisiones y su integración en el producto (Giama and Papadopoulos, 2018). 

Proceso de la ciencia de datos 

Para organizar las soluciones que utilizan ciencia de datos (Schutt and O’Neil, 2013) propone los elementos 
fundamentales de cada una de las etapas que deben seguir los proyectos de ciencia de datos, se describen a 
continuación (Dalkir and Beaulieu, 2017): 

1. Identificar el problema: Tipo de problemas y métrica utilizada para medir el éxito. Identificar personas clave 
dentro de su organización y fuera de ella. Obtener especificaciones, requisitos, prioridades, presupuestos 
¿Qué tan precisa debe ser la solución? ¿Necesitamos todos los datos? 

2. Identificar las fuentes de datos disponibles: Extraer y verificar la muestra, realizar análisis exploratorios. 
Evaluar la calidad y el valor disponible en los datos, identificar problemas técnicos y encontrar soluciones 
alternativas. 

3. Identificar si se necesitan fuentes de datos adicionales: ¿Cuáles? ¿Cuánto cuesta? ¿Tiempo real? ¿Necesita 
diseño experimental? 

4. Preparación y análisis de datos: Limpieza de datos, explorar metodologías, seleccionar variables y modelos, 
detectar / eliminar valores atípicos, validar la metodología elegida, medir la precisión, proporcionar 
intervalos de confianza y proporcionar visualización. 
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5. Implementación y desarrollo: FSSRR: rápido, simple, escalable, robusto, reutilizable, depuración, ¿Necesitas 
crear una API para comunicarte con otras aplicaciones? 

6. Comunicación de los resultados: Integración y visualización, discusión de posibles mejoras (con 
estimaciones de costos), proporcionar entrenamiento, documentación de código y metodología. 

7. Mantenimiento: Pruebe el modelo o la implementación; pruebas de estrés, actualizaciones regulares. 

En la fase de “implementación y desarrollo” son varias las herramientas utilizadas. Entre las tareas más importantes 
llevadas a cabo mediante los modelos estadísticos se encuentran: interpretar parámetros; los estadísticos 
proporcionan intervalos de confianza y distribuciones posteriores para parámetros y estimadores (Schutt and O’Neil, 
2013); y están interesados en capturar la variabilidad o incertidumbre de los parámetros (Amato et al., 2018). Los 
modelos estadísticos hacen suposiciones explícitas sobre los procesos y distribuciones que generan datos, y usted 
usa los datos para estimar los parámetros (Gould et al., 2018). Propiciado por Big Data es necesario en la mayoría 
de las ocasiones utilizar el aprendizaje automático (Dhar, 2013), (Karpatne and Kumar, 2017), (Lee et al., 2018). 

Aprendizaje automático en la ciencia de datos. 

El aprendizaje automático, (la intersección de las ciencias de la computación/informática y las 
estadísticas/matemáticas en la figura 1) aporta una nueva perspectiva que conduce a nuevos conocimientos y 
ningún conocimiento de dominio previo puede ser potencialmente ventajoso (Dalkir and Beaulieu, 2017). Esto 
permite superar el sesgo de dominio de aplicación, facilitando el uso de la ciencia de los datos en contextos muy 
diferentes (Kempler and Mathews, 2017); de manera de que se pueda aprender sobre la empresa y el dominio junto 
mediante preguntas a los expertos del dominio. 

Las técnicas de aprendizaje automático se utilizan en gran medida para predecir, clasificar o agrupar (Mueller and 
Massaron, 2016). Las técnicas más utilizadas son los siguientes (Amato et al., 2018): regresión lineal, k-Nearest 
Neighbors (k-NN), k-means, regresión logística, redes bayesianas, máquina de soporte vectorial y redes neuronales; 
cada uno de estas técnicas serán analizados a continuación. 

Regresión lineal: se usa para expresar la relación matemática entre dos variables o atributos, su salida es una 
variable continua. Debido a las pocas variables que puede manejar esta técnica no es tan utilizado, aunque hay 
investigaciones en que lo usan; por ejemplo, para predecir el número de bicicletas registradas en un mostrador de 
bicicletas, o para predecir el momento de la muerte del pez cebra y el ratón (Hunter et al., 2017). Para utilizar esta 
técnica es necesario hace las siguientes suposiciones: linealidad; términos de error distribuidos normalmente con 
media cero, independientes entre sí y con varianza constante entre los valores de x; por último, se asume que los 
predictores usando son los correctos (Duzhin and Gustafsson, 2018). Se utiliza fundamentalmente para predecir una 
variable conociendo a los demás o si queremos explicar o entender la relación entre dos o más cosas (Amato et al., 
2018). 

k-Nearest Neighbors (k-NN) o K-vecinos más cercanos: es una técnica de clasificación que necesita un grupo de 
objetos que han sido clasificados o etiquetados y otros objetos similares que aún no se han clasificado o etiquetado, 
y desea una manera de etiquetarlos automáticamente (Adeniyi et al., 2016). La técnica k-NN es un ejemplo de un 
enfoque no paramétrico; no necesita suposiciones de modelado sobre las distribuciones subyacentes generadoras 
de datos, y no intenta estimar ningún parámetro (Kim and Na, 2018). Para su uso se asumen que los datos se 
encuentran en algún espacio de características donde la noción de "distancia" tiene sentido (Schutt and O’Neil, 
2013); los datos de entrenamiento han sido etiquetados o clasificados en dos o más clases (Amato et al., 2018); el 
valor de k elige el número de vecinos para usar. Esta técnica es utilizada en varias soluciones, como ejemplo de ellas 
se tienen: clasificación de un pequeño subconjunto de características de microarrays de ADN (C. Yu et al., 2017); 
para predecir el género basado en una colección de publicaciones de la vida real en páginas de blog reales (Chen et 
al., 2017), diseño de un clasificador utilizando Spark para análisis con Big Data (Maillo et al., 2017). Esta técnica tiene 
una amplia aplicación dentro del aprendizaje supervisado porque permite mediante un conjunto de datos 
previamente clasificados predecir la clase de otros. 
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K-means: es una técnica de aprendizaje no supervisada, donde el objetivo de la técnica es determinar la definición 
de la respuesta correcta mediante la búsqueda de agrupaciones o clusterización de los datos (L. Yu et al., 2017). Este 
es un ejemplo de aprendizaje no supervisado porque las etiquetas no son conocidas y en su lugar son descubiertas 
por el algoritmo ((Huang and Luo, 2016). esta técnica posee varios problemas conocidos: problemas de 
convergencia: la solución puede no existir, si el algoritmo cae en un bucle y la interpretabilidad; la respuesta puede 
no ser del todo útil, de hecho, ese es a menudo el mayor problema que presenta (Schutt and O’Neil, 2013). A pesar 
de estos problemas, es bastante rápido (en comparación con otras técnicas de agrupamiento) y existen amplias 
aplicaciones (Iyer, Zhou y Paul 2017). Entre las aplicaciones tenemos: para mejorar las características biológicas de 
las redes de co-expresión de genes WGCNA (Botía et al., 2017); para la agrupación difusas para redes inalámbricas 
de sensores (WSN) donde cada nodo está equipado con sensores (Kamper et al., 2017); para el análisis de 
conglomerados de la provincia de Indonesia con base en el combustible de cocina principal del hogar (Huda, 2017). 

Regresión logística: es una técnica de aprendizaje no supervisada para predecir el resultado de una variable 
categórica (una variable que puede adoptar un número limitado de categorías) en función de las variables 
independientes o predictoras (Cao, 2017). La regresión logística es intrínsecamente simple, tiene baja varianza y, 
por lo tanto, es menos propensa al ajuste excesivo (Wang and Priestley, 2017); y funciona mejor si hay un solo límite 
de decisión (Urbano et al., 2017). Entre los ejemplos de aplicación se tiene: clasificación binaria de cuentas de 
servicio vencidas; análisis de herramientas de datos científicos para la evaluación basada en sensores de la calidad 
de vida en la atención médica (Urbano et al., 2017); predecir revisiones de pacientes en el Departamento de 
Emergencia del Sistema de Salud de la Universidad de Virginia (Fowler et al., 2017). 

Redes bayesianas: Las redes bayesianas modelan un fenómeno mediante un conjunto de variables y las relaciones 
de dependencia entre ellas (Toyinbo et al., 2017). Dado este modelo, se puede hacer inferencia bayesiana (McNally 
et al., 2017); es decir, estimar la probabilidad posterior de las variables no conocidas, en base a las variables 
conocidas. Estos modelos pueden tener diversas aplicaciones, para clasificación, predicción, diagnóstico, etc. Entre 
sus aplicaciones se tiene: análisis del politraumatismo y las lesiones relacionadas con explosiones (Toyinbo et al., 
2017); sistema PrivBayes: revelar información privada a través de redes bayesianas (Zhang et al., 2017); identificar 
a TRIB1 como un nuevo regulador de la progresión y supervivencia del ciclo celular en células cancerosas (Gendelman 
et al., 2017). 

Máquina de soporte vectorial: son un conjunto de técnicas de aprendizaje supervisados relacionados utilizados para 
la clasificación y la regresión (Anzola, 2016). Son sistemas de aprendizaje que utilizan como espacio de hipótesis, 
funciones lineales en espacios característicos de dimensión muy alta, ensayando algoritmos de aprendizaje de la 
teoría de la optimización que implementan un aprendizaje sesgado derivado a partir de la teoría del aprendizaje 
estadístico (Zhou et al., 2017). Entre las aplicaciones tenemos: predecir los riesgos de seguridad en pozos de 
fundación profundos en proyectos de infraestructura de metro (Zhou et al., 2017); clasificación de la transición de 
estado mediante el uso de un sensor Doppler de microondas para la detección errante (Shiba et al., 2017). 

Redes neuronales: Las redes neuronales artificiales (ANN, por sus siglas en inglés) o las conexiones son sistemas 
informáticos inspirados en las redes neuronales biológicas (Esteva et al., 2017). Dichos sistemas aprenden (mejoran 
progresivamente el rendimiento en) tareas al considerar ejemplos, generalmente sin programación específica de la 
tarea (Esteva et al., 2017). Desarrollan su propio conjunto de características relevantes a partir del material de 
aprendizaje que procesan. Entre los ejemplos de aplicación se encuentran: clasificar las características específicas 
de un diente en base a datos de escáner 3D (Raith et al., 2017); clasificación textual generativa y discriminativa con 
redes neuronales recurrentes (Yogatama et al., 2017); pronóstico adaptativo de baterías de iones de litio (Sbarufatti 
et al., 2017). 

Cada una de estas técnicas solucionan problemas diferentes en dependencia de los datos disponibles. Solo con los 
datos, sin testar previamente clasificado o etiquetado, es necesarios técnicas de aprendizaje no supervisado. Si, por 
el contrario, se tiene un conjunto clasificado entonces se está en presencia de aprendizaje supervisado. 
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CONCLUSIONES 

La ciencia de datos es un campo interdisciplinario que permite encontrar hallazgos interesares en los conjuntos de 
los datos; influyendo significativamente en todos los sectores de la industria y la academia, a medida que continúa 
creciendo en importancia. La gran cantidad de herramientas que conforman la ciencia de los datos propicia que 
existan muchas soluciones diferentes, estrechamente relacionados con el área de aplicación y las características del 
problema. Propiciado por Big Data en la mayoría de las ocasiones se utiliza el aprendizaje automático para resolver 
los problemas; las técnicas más utilizadas son los siguientes: regresión lineal, k-Nearest Neighbors (k-NN), k-means, 
regresión logística, redes bayesianas, máquina de soporte vectorial y redes neuronales. 
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